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离散差分模块在癫痫脑电分类中的应用
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摘　要：针对癫痫脑电信号多分类的精度 提 升 问 题，提 出 了 一 种 基 于 信 号 转 差 分 模 块 与 卷 积 模 块 结 合 的 分 类 算 法。

信号转差分模块对原始脑电信号进行多阶差分运算，得到描述其波动特征的差分表示；然后卷积模块动态学习的方式

将差分脑电信号转换为图片，利用预训练的卷积神经网络来提取信号特征并实现自动分类。分类结果表明，与现有研

究相比，所提出的方法的最高提升了８．１％的分类准确率。在两分类问题上达到了９９．８％的分类准确率，在三分类问

题上获得了９２．８％的准确率，在五分类问题上取得了８６．７％的准确率。说明信号转差分模块对于脑电信号分类问题

有积极作用。
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０　引　　言

脑电图（ｅｌｅｃｔｒｏｅｎｃｅｐｈａｌｏｇｒａｍ，ＥＥＧ）是大脑中神经元

活动产生的电压波动的电位记录［１］。脑电信号在医疗、人

工智能等领域有着广阔的应用前景，例如脑机接口、情绪识

别、疾病检测和睡眠检测［２－４］。

目前关于ＥＥＧ信号的特征处理都集中于使用频域和

时频域方法，如小波分析、短时傅里叶变换、功率谱密度和

希尔伯特－黄变换 等。李 明 阳 等［５］基 于 双 密 度 离 散 小 波 变

换对ＥＥＧ信号提取小波域能量。李明爱等［６］利用小波包

变换对ＥＥＧ信号进行时频分解提取特征。Ｒａｍｏｓ等［７］总

结了短时傅里叶变换在ＥＥＧ信号处理中的优缺点。Ｆａｕｓｔ

等［８］提出了寻找ＥＥＧ信号中不同功率谱密度中的局部极

值作为特征的 方 法，这 使 得 分 类 器 关 注 于 更 显 著 的 特 征。

杨默涵等［９］则通过总体经验模式分解将ＥＥＧ信号分解为

具有较强影响力的固有模态函数，然后提取其近似熵、希尔

伯特边际谱和希尔伯特瞬时能谱特征。使用以上特征提取

方式都具有良好的时间和频率分辨率，但是需要手工进行

预处理和提取特征，时间成本高。

深度学习是近年来提出的一种训练多层次神经网络解

决问题的新方 法。多 层 网 络 由 于 拥 有 数 以 百 万 计 的 神 经

元，使其可以从训练数据中自动学习和实现特征提取。现

有 研 究 多 使 用 卷 积 神 经 网 络［１０－１２］（ｃｏｎｖｏｌｕｔｉｏｎａｌ　ｎｅｕｒａｌ

ｎｅｔｗｏｒｋ，ＣＮＮ）来实现ＥＥＧ信号的自动特征提取和分类，
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故本文提出一 种 结 合 信 号 差 分 模 块 和 卷 积 模 块 的 新 型 算

法，来对癫痫ＥＥＧ信号进行分类识别。

１　研究方法

ＥＥＧ信号识别算法的结构框架如图１所示，包含了４
个阶段：

１）信号差 分 转 换 模 块 将 原 始ＥＥＧ信 号 转 换 为 差 分

表示；

２）卷 积 模 块 将 ＥＥＧ 信 号 的 差 分 表 示 转 换 为 图 片

格式；

３）加载预训练的ＣＮＮ网络，并替换最后一层来匹配

特征图尺寸；

４）训练模型来识别不同种类的ＥＥＧ信号。

图１　算法框架

１．１　信号转差分模块

导数ｆ′（ｘ）体现的是原函数ｆ（ｘ）瞬时变化的趋势与

特点，一阶导数反映函数的单调性，二阶导数表示函数的凹

凸性，三阶导数反映一阶导数的单调性，而四阶导数表示二

阶导数的凹凸性。因此，通过求取多阶导数可以丰富原函

数的变化特征。由于ＥＥＧ信号为离散非平稳序列，故对其

波形变化特 点 的 描 述 可 以 类 比 连 续 函 数，将 其 原 始 信 号

Ｅ（ｉ）映射到Ｅ（ｉ＋１）－Ｅ（ｉ）中，记其映射结果为Ｄｉｆｆ：

Ｄｉｆｆ＝Ｅ（ｉ＋１）－Ｅ（ｉ） （１）

Ｄｉｆｆ的取值可以反映出ＥＥＧ信号在某一采样点处的

幅值变化程度，｜Ｄｉｆｆ｜取值越大，则表明变化程度越剧烈。
通过对每一采样点处的脑电信号运用该映射关系，便可得到

每个采样点处ＥＥＧ信号的变化情况。本文定义５种类别的

脑电信号数据集为Ｄ＝｛ｘｉ，ｙｉ｝，ｉ＝１，２，…，Ｎ。其中Ｎ 为

信号的片段数，数据集Ｄ 由脑电信号ｘｉ 和类别标签ｙｉ 组

成。假 设 一 个 ＥＥＧ 信 号 的 记 录 片 段 为Ｓｅｇ ＝ ｛ｘ（１），

ｘ（２），…，ｘ（Ｋ）｝，Ｋ 为该片段信号的采样点长度。对一个

ＥＥＧ信号片段进行上述映射关系 的 一 阶 离 散 差 分 运 算 后

的信号表示如式（２）所示。

Ｓｅｇ′＝ ｛ｘ′（１），ｘ′（２），…，ｘ′（Ｋ－１）｝

ｘ′（ｋ）＝ｘ（ｋ＋１）－ｘ（ｋ）
（２）

式中：ｋ表示采样时间点，其取值范围为ｋ＝１，２，…，Ｋ－１。
为保证每次运算后的信号片段维度保持不变，对初始

信号片段首位 数 据 进 行０值 填 充，则 原 始ＥＥＧ信 号 片 段

Ｓｅｇ更新为：Ｓｅｇ ＝ ｛０，ｘ（１），ｘ（２），…，ｘ（Ｋ）｝，再进行 一

阶离散差分运算，式（２）变形为：

Ｓｅｇ′＝ ｛ｘ′（１），ｘ′（２），…，ｘ′（Ｋ）｝

ｘ′（１）＝ｘ（１）－０
ｘ′（ｋ）＝ｘ（ｋ）－ｘ（ｋ－１）

（３）

其中，ｋ的取值范围为：ｋ＝２，３，…，Ｋ。
在新信号片段Ｓｅｇ′的首位数据前，实施０值填充，再

进行离散二阶差分处理，同理操作后进行离散三阶和四阶

差分运算，得到原始ＥＥＧ信号的二阶、三阶和四阶增量表

示为：

Ｓｅｇ″＝ ｛ｘ″（１），ｘ″（２），…，ｘ″（Ｋ）｝

Ｓｅｇ＝ ｛ｘ（１），ｘ（２），…，ｘ（Ｋ）｝

Ｓｅｇ（４）＝ ｛ｘ（４）（１），ｘ（４）（２），…，ｘ（４）（Ｋ）｝
（４）

ＥＥＧ信号波动特征的信息因此扩大了４倍，包含原始

ＥＥＧ信号、一阶增量、二阶增量、三阶增量和四阶增量。

１．２　卷积模块

ＣＮＮ正逐渐成为深度神经网络中空间域特征分 析 的

首选，于是使用预训练的ＲｅｓＮｅｔ［１３］和ＤｅｎｓｅＮｅｔ［１４］模型来

实现图像特征提取。
定义一层卷积、两层卷积与三层卷积模块，利用网络动

态学习的方式提取信号的特征。

１）一层卷积模块

如图２所示，一层卷积模块包含１个一维卷积和封装

了双线性插值的函数ｆ，上采样后的特征图级联整合，其过

程可表示为：

Ｍ１＝Ｃｏｎｖ１ｄ（ｘｉ）

Ｍ１＝ｆ（Ｍ１）

Ｍ２＝ｃｏｎｃａｔ（（Ｍ１，Ｍ１，Ｍ１），１）
（５）

式中：ｘｉ 表示差分表示的ＥＥＧ信号；Ｃｏｎｖ１ｄ表示一维卷

积运 算；ｆ 表 示 双 线 性 插 值 运 算；ｃｏｎｃａｔ为 级 联 拼 接 运 算

（下式同理）；Ｍ１ 和Ｍ２ 表示特征图。

图２　一层卷积模块

特征图Ｍ２ 是由３张Ｍ１ 特征图在垂直方向上级联而

得，然后其被全连接层映射称为一个５×１的特征向量，用

于信号的分类。

２）两层卷积模块

如图３所 示，两 层 卷 积 模 块 包 含 两 个 一 维 卷 积 层、
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图３　二层卷积模块

ＲｅＬｕ激活函数、最大池化层、插值函数和级联函数，其过程

可表示为：

Ｎ１＝Ｃｏｎｖ１ｄ（ｘｉ）

Ｎｐ ＝ｐｏｏｌ１ｄ（Ｎ１，２）

Ｎ２＝Ｃｏｎｖ１ｄ（Ｎｐ）

Ｎ３＝ｆ（Ｎ２）

Ｎ ＝ｃｏｎｃａｔ（（Ｎ３，Ｎ３，Ｎ３），１）

（６）

式中：ｐｏｏｌ１ｄ为最大池化操作；Ｎ１ 和Ｎ２ 是卷积后的特征

图；Ｎｐ 为池化后的特征图；Ｎ３ 是双线性插值上采样后的特

征图；Ｎ 为级联后的特征图。

３）三层卷积模块

如图４所示，三层卷积模块由３个一维卷积层、１个二

维卷积层和Ｄｒｏｐｏｕｔ层组成，其过程可表示为：

Ｆｊ ＝ｆ（Ｃｏｎｖ１ｄ（ｘｉ））

Ｆｋ ＝ｃｏｎｃａｔ（（Ｆｋ－３，Ｆｋ－３，Ｆｋ－３），１）

Ｆ７＝ｃｏｎｃａｔ（（Ｆ４，Ｆ５，Ｆ６），１）

Ｆ８＝Ｃｏｎｖ２ｄ（Ｆ７）

（７）

式中：Ｆｊ 表示一维卷积运算和插值后的特征图，ｊ＝１，２，３；

Ｆｋ 表示Ｆｊ 经过级联运算后的特征图，ｋ＝４，５，６；Ｆ７ 为Ｆｋ
级联后得 到 的 特 征 图；Ｆ８ 为Ｆ７ 进 行 二 位 卷 积 运 算 后 的

结果。

图４　三层卷积模块

３个一维卷积层的填充ｐａｄｄｉｎｇ大小分别为１×１、２×２
和３×３，卷积核大小分别为１×１、３×３和５×５。二维卷积

层（卷积核大小为１×１，不进行ｐａｄｄｉｎｇ填充）是用于将特

征图Ｆ８ 通道数调整为３通道来适配ＣＮＮ网络的输入。

２　数据集

使用５类癫痫脑电信号数据集［１５］来验证所设计 的 算

法，该数据集包含５组ＥＥＧ信 号，每 类 分 别 记 为 Ａ，Ｂ，Ｃ，

Ｄ，Ｅ。每类信号由４　０９７个样本组成，持续时间为２３．６ｓ，
使用１７３．６１Ｈｚ的采样频率记录。每类信号包含１００个信

号片段，每组的详情如下：

Ａ组：由健康受试者睁眼时的脑表面ＥＥＧ记录组成。

Ｂ组：由健康受试者闭眼时的脑表面ＥＥＧ记录组成。

Ｃ组：健康受试者的对侧大脑半球的ＥＥＧ记录组成。

Ｄ组：癫痫病 人 癫 痫 未 发 作 时 的 癫 痫 病 区ＥＥＧ记 录

组成。

Ｅ组：癫痫病 人 癫 痫 发 作 时 的 癫 痫 病 区 的ＥＥＧ记 录

组成。
设计了３个实验Ｅｘｐ．１、Ｅｘｐ．２和Ｅｘｐ．３，用以测试所

提出的方法在识别二类、三类和五类的脑电信号时的性能。

１）Ｅｘｐ．１：二分类任务

二类分类实验分为３个子实验。
（１）Ａ组：被试睁着眼；Ｅ组：被试者癫痫发作。
（２）Ｂ组：被试闭着眼；Ｅ组：被试癫痫发作。
（３）Ａ＋Ｂ组：被试睁着眼和闭着眼，由２００个信号段组

成；Ｅ组：被试者癫痫发作，由１００个信号段组成。

２）Ｅｘｐ．２：三分类任务

三分类实验 由３组 数 据 组 成：Ａ 组：被 试 睁 着 眼；Ｄ
组：受试者癫痫未发作；Ｅ组：被试癫痫发作。

３）Ｅｘｐ．３：五分类任务

五分类实验由５组数据组成：Ａ组：被试睁着眼；Ｂ组：
被试闭着眼；Ｃ组：无癫痫发作的健康受试者；Ｄ组：受试者

癫痫未发作；Ｅ组：被试癫痫发作。

３　实验与结果

３．１　实验设定

所有模型均采用反向传播算法进行训练。选择交叉熵

作 为 损 失 函 数，以 随 机 梯 度 下 降 （ｓｔｏｃｈａｓｔｉｃ　ｇｒａｄｉｅｎｔ
ｄｅｓｃｅｎｔ，ＳＧＤ）作为优化器，学习率０．００１，权重衰减０．０００　１，动
量０．７６。权重更新公式如下：

ｗｉ＋１＝ｗｉ＋ ０．７６ｖｉ－βαｗｉ－α
Ｌ
ｗｉ（ ） （８）

式中：ｗｉ 表示第ｉ次迭代的权重；ｖｉ 表示ｉ次迭代的动量；β
代表权值衰减参数；α代表学习率；Ｌ表示损失函数。

算法的有效性用分类准确率来表示：

Ａｃｃｕ＝
ＴＰ＋ＴＮ

ＴＰ＋ＴＮ＋ＦＰ＋ＦＮ ×
１００％ （９）

式中：ＴＰ 表 示 ＥＥＧ信 号 被 正 确 分 类 的 样 本 数；ＦＮ 为

ＥＥＧ信号被错 误 分 类 的 样 本 数；ＴＮ 为 不 属 于 某 种ＥＥＧ
信号却被分类的样本数；ＦＰ 为某种ＥＥＧ信号被错误分类

的样本数。

·２７·
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３．２　各模块实验结果

由于模型训练过程中每次实验都会产生随机数据，所

以需要为ＧＰＵ设置一个随机数种子，每次产生固定数量的

随机数，以保证实验的公平性。
定义信号转差 分 模 块 为Ｄｉｆ，一 层 卷 积 模 块 为１ｌａｙｅｒ，

二层卷积模块为２ｌａｙｅｒｓ，三层卷积模块为３ｌａｙｅｒｓ。输入特

征的形式定义为Ｓｉｇ和Ｉｍｇ，分别代表信号和图像。与 简

单的二分类任务相比，三分类和五分类任务更具挑战性，各
模块的性能如表１～３所示。

表１　各模块在数据集Ａ、Ｂ、Ｃ、Ｄ、Ｅ上的表现

Ｍｏｄｅｌ
ＲｅｓＮｅｔ　 ＤｅｎｓｅＮｅｔ
１８　 ３４　 １２１　 １６１　 １６９

Ｓｉｇ，Ｄｉｆ　 ８４．４　 ８４．８　 ８５．８　 ８４．９　 ８３．８
Ｉｍｇ，Ｄｉｆ＋１ｌａｙｅｒ　 ８５．９　 ８５．７　 ８４．６　 ８３．８　 ８４．６
Ｉｍｇ，Ｄｉｆ＋２ｌａｙｅｒｓ　 ８４．０　 ８５．０　 ８４．２　 ８２．３　 ８４．０
Ｉｍｇ，Ｄｉｆ＋３ｌａｙｅｒｓ　 ８６．７　 ８５．５　 ８４．７　 ８５．３　 ８４．１

　　由表１～３结果可以看出，当分类任务较少时（二分类

和三分类），仅使用ＥＥＧ信号转差分模块便可以得到较高

的分类准确率，为差分ＥＥＧ信号加入了卷积模块后，分类

效果并没有明显的提升。而在五分类任务中，加入了卷积

模块的差分ＥＥＧ信 号 的 分 类 准 确 率 有 了 提 少，其 中 最 高

　　

表２　各模块在数据集Ａ、Ｄ、Ｅ上的性能表现

Ｍｏｄｅｌ
ＲｅｓＮｅｔ　 ＤｅｎｓｅＮｅｔ
１８　 ３４　 １２１　 １６１　 １６９

Ｓｉｇ，Ｄｉｆ　 ９２．５　 ９１．６　 ９１．９　 ９２．８　 ９２．１
Ｉｍｇ，Ｄｉｆ＋１ｌａｙｅｒ　 ９１．７　 ９１．５　 ９１．２　 ９０．７　 ９０．７
Ｉｍｇ，Ｄｉｆ＋２ｌａｙｅｒｓ　９２．１　 ９２．８　 ９０．７　 ９１．７　 ８４．３
Ｉｍｇ，Ｄｉｆ＋３ｌａｙｅｒｓ　 ９２．０　 ９２．５　 ９０．２　 ９０．７　 ９０．３

表３　各模块在数据集｛Ａ，Ｂ｝，Ｅ上的性能表现

Ｍｏｄｅｌ
ＲｅｓＮｅｔ　 ＤｅｎｓｅＮｅｔ
１８　 ３４　 １２１　 １６１　 １６９

Ｓｉｇ，Ｄｉｆ　 ９７．２　 ９７．５　 ９６．７　 ９７．３　 ９７．４
Ｉｍｇ，Ｄｉｆ＋１ｌａｙｅｒ　 ９６．５　 ９７．４　 ９５．９　 ９６．１　 ９５．７
Ｉｍｇ，Ｄｉｆ＋２ｌａｙｅｒｓ　９７．１　 ９７．５　 ９５．２　 ９６．４　 ９５．８
Ｉｍｇ，Ｄｉｆ＋３ｌａｙｅｒｓ　９６．４　 ９８．４　 ９６．４　 ９５．８　 ９７．１

提升了２．３％。

３．３　与现有成果比较

二类和三类分类问题被大多数研究关注，少数研究使

用整个五类数据集。表４所示为与本文使用相同数据集的

类似研究比较结果，考虑到比较的公平性，所以需要调整训

练数据和测试数据的比例，使之与表４中提到的参考文献

的比例一致。

表４　与本文使用同一数据集的相关研究结果对比

文献 特征提取方法 分类方法 数据集 正确率／％
Ｂａｓｈｉｖａｎ等［１６］ 时频图和卷积 ＣＮＮ　 Ａ，Ｂ，Ｃ，Ｄ，Ｅ　 ８５．３
Ｍａｏ等［１７］ 连续小波变换 ＣＮＮ　 Ａ，Ｂ，Ｃ，Ｄ，Ｅ　 ７６．４
Ｇｕｈａ等［１８］ 时域信号 深层神经网络 Ａ，Ｂ，Ｃ，Ｄ，Ｅ　 ８０．０
Ｓａｄａｔｉ等［１９］ 离散小波变换 自适应模糊神经网络 Ａ，Ｄ，Ｅ　 ８５．９

Ｗａｎｇ等［２０］ 短时傅里叶变换 支持向量机和随机树
｛Ａ，Ｂ｝，Ｅ　 ９８．９
Ａ，Ｂ，Ｃ，Ｄ，Ｅ　 ８２．６

Ｒｉｃｈｈａｒｉｙａ等［２１］ 小波变换和独立成分分析 Ｕｎｉｖｅｒｓｕｍ支持向量机
Ａ，Ｅ　 ９９．０
Ｂ，Ｅ　 ９５．０

本文方法 差分表示和卷积特征图 预训练的ＣＮＮ

Ａ，，Ｂ，Ｃ，Ｄ，Ｅ　 ８６．７
Ａ，Ｄ，Ｅ　 ９２．８
｛Ａ，Ｂ｝，Ｅ　 ９８．４
Ａ，Ｅ　 ９９．８
Ｂ，Ｅ　 ９７．０

１）Ｅｘｐ．１：二分类任务，数据集Ａ和Ｅ；Ｂ和Ｅ；｛Ａ，Ｂ｝
和Ｅ。

（１）文献［２１］中对数据集 Ａ、Ｅ和 数 据 集Ｂ、Ｅ使 用５
折交叉验证 划 分 数 据 集。采 用 同 样 的 方 法 划 分 相 同 数 据

集。所提出的方法在数据集Ａ、Ｅ和数据集Ｂ、Ｅ上分别获

得了９９．８％和９７．０％的分类准确率。对于数据集Ａ和Ｅ，
本文方法的分 类 能 力 与 文 献［２１］没 有 显 著 差 异。而 数 据

集Ｂ和Ｅ的分类性能与文献［２１］相比，提高了２％。

（２）在文献［２０］中，对数据集｛Ａ，Ｂ｝和Ｅ采用了１０折

交叉验证划分方法，采用同样的数据集划分方法，所提出

的方法分类准确率达到了９８．４％，略微逊色于文献［２０］中

的９８．９％。

２）Ｅｘｐ．２：三分类任务，数据集Ａ，Ｄ，Ｅ。
文献［１９］选取５０％的数据作为训练集，剩余５０％作为

测试集。采用同样的数据集划分方法，在三分类问题上，所
提出的方法获得了９２．８％的分类准确率，高出文献［１９］方

·３７·
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法６．９％。

３）Ｅｘｐ．３：五分类任务，数据集 Ａ，Ｂ，Ｃ，Ｄ，Ｅ。
（１）文献［１６］用７６％、１２％和１２％的数据作为训练集、

验证集和测试集。
（２）文献［１７］和［１８］使用７０％的数据集作为训练集，

３０％作为测试集。
（３）文献［２０］采用１０倍交叉验证法。
按照上述划分方法，得到了如下结果：
按照（１）中的数据划分，所提出的方法５类分类 的 结

果为８６．７％，比文献［１６］高１．４％。
按照（２）中数据划分，所提出的 方 法 得 到８４．５％的 准

确率，分别比文献［１７］和［１８］高８．１％和４．５％。
按照（３）中数据划分，所提出的 方 法 获 得８４．７％的 分

类准确率，比文献［２０］高２．１％。
所取得的结果表明，结合动态学习的离散差分模块方

法在三类和五类脑电信号分类问题上有较好的表现。

４　结　　论

针对ＥＥＧ信号多分类问题中相似特征难以区分的问

题，设计了 信 号 转 差 分 模 块 和 卷 积 模 块，结 合 预 训 练 的

ＣＮＮ网络实现癫痫脑电信号的特征提取和分类任务。所

提出的方法在两分分类问题上达到了９９．８％的准确率，在

三分类问题上达到了９２．８％的准确率，在五分类问题上达

到了８６．７％的准确率，证明了关注ＥＥＧ信号的波动特征，
使用离散 差 分 方 法 来 平 稳 非 线 性 信 号 的 方 法 是 可 行 的。
但是为了达到更高的准确率、算法的可解释性和更快的运

行速度，还需要做更多的工作。
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